Al, MACHINEEARNING

N

\/' DI (FH) Mario Wiischner, MA,MA, MS

— o S~



W/
3 DISKRIMINATIVRS GENERATIVE KI ~/
Nt
A DISKRIMINAT IE SO e
A DISKRIMINATI\KEMODELLEERNEN, DATEN Z{ [ElEne A S N | OPERSETZER
UNTERSCHEIDEN UND ZU KLASSIFIBIEREN | :.j- % | \ 1y LE ’
ORDNEN EINGABEDATEN IHNEN BEKANNTH 2% | TEXTGENERIERUNG/
SPAM- KLASSIFIZIE S e i /" VERSTANDNIS
KATEGORIEN ZU, Z.B. TIERBILDER IN BILDEF = s V4 L N T
HUNDEN ODER KATZEN, ERKENNUNG VON| g D'SKR'WAT' T A BT A
NUTZERDATEN ol | X
;'-'! _':-[. i s B T
A GENERATIVE KI f- B
A IM GEGENSATZ RISKRIMINATIVEMODELLEN L ] ' : B @) DALLE
WERDEN HIER KOMPLETT NEUE DATEN ER: | " =
(DALLE, VIDEOS AUFGRUND VON PROMPTS TR SN geomem |
MUSIK MIT KI KOMPONIEREN ETC. Tisok Compary N

i i-qibt- ituber70-j (1.8.2024)
€ = :
AL RN : ~/ u @ g
N o N Version 35/2025 s’
‘\\‘. ) .



https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/
https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/
https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/
https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/
https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/
https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/
https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/
https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/
https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/
https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/
https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/
https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/
https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/
https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/
https://tisson.com/blog/2023/12/21/ki-gibt-es-schon-seit-uber-70-jahren/

_—
&€ Orange File Edit View Widget Window Options Help
(o @
EEE' pata
'i' ¥
. (A}
File Y Al Datasets SQL Table
Import
Datasets 9
] [ =
i| Hle i
o] L
Data Table  Paint Data Data Info Rank @ »
%1 N
- Ll
T" 801’ Il-l B Data Table % e
g & -.II % o
Edit Feature v 8 Scatter Plot
Domain ooy Statistics Eavejiata ?2.
o
Transform @
TR O s
o elect Columns
[ 11 ) \
Data Select Select Transpose
Sampler Columns Rows P
ol Em Rl
o
Merge Data Concatena... DS;t‘;‘I::lc:ng Unigue
[ X X )

00
|+| 2
Version 35/2025

ol WS



-

A ; =
_J e GRUNDLAGEN -

A GRAFISCHES TOOL DER UNI LAIBACH IN SLOWENIEN

A OPEN SOURCE MIT PYTHBEOMINITTSTELLE

A LAUFENDE WEITERENTWICKLUNG BZW. ERWEITERUNG UBER
A VISUELLES TOOL FUR DATENANALYSE UND MASCHINELLES LE
A STEUERBAR UBER SOGENANNTE WBIDEHEES

ADATAMININGi ADATEN ( GOLD) SCHINRFENO) orange
A VERBORGENE MUSTER UND TRENBFBNDEN e

A AUTOMATISIERTE VERFAHRENNUTZEN, URUSAMMENHANGE
UNDVORHERSAGEAUS DEN DATEN ZU GEWINNEN

A CLUSTERING & Orange File Edit~, View Widget Window Options Help
A DER COMPUTER SUCHT NACH AHNLICHKEITEN ZWISCHEL® 2 _  Reset WidgetSettings...
Add-ons...

DATENPUNKTEN UND ORDNET SIE IN GRUPPEN @CDHNEEF |
DASS DU IHM SAGST, WIE VIELE GRUPPEN ES GEBEN SOl E @ | /
WELCHE NAMEN DIE GRUPPEN HABEN Smport  [etesets__sa Tabie

Datasets o

File
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|1. Uberwachtes Lernen (Supervised Learning)

- Hierbei wird ein Modell trainiert, das aus Eingabedaten lernt und Vorhersagen trifft.

¢ Klassifikation (Zuweisung zu Kategorien)

Entscheidungsbdume
k-Nearest Neighbors (k-NN)
Support Vector Machines (SVM)
Naive Bayes

Logistische Regression

Random Forest

¢ Regression (Vorhersage von numerischen Werten)

Lineare Regression
Ridge Regression

Regressionstrees

3. Data Mining & Visualisierung

2. Uniiberwachtes Lernen (Unsupervised Learning)

ierbel wird versucht, Muster in Daten ohne vorgegebene Kategorien zu erkennen.
¢ Clustering (Gruppenbildung)
¢ k-Means
¢ Hierarchisches Clustering
« DBSCAN
¢ Assoziationsregeln
¢ Aufdecken von Zusammenhangen in Daten (z. B. "Wenn X, dann oft auch Y")

e Hauptkomponentenanalyse (PCA)

¢ Reduzierung der Dimensionalitat

e Datenvisualisierung: Scatter Plots, Box Plots, Heatmaps, Parallele Koordinaten usw. \/

e Korrelationsanalyse: Untersuchen, wie stark verschiedene Merkmale zusammenhangen.

- - )
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4. Text Mining & Verarbeitung naturlicher Sprache (NLP)

e Tokenisierung (Zerlegen von Text in Worter)

und Unsupervisedearning
A Keine generativen Moglichkeiten

e Stoppworter entfernen (haufige, nichtssagende Worter rausfiltern)

e TF-IDF (Wbrter nach ihrer Bedeutung im Text gewichten)

A Orange Data Mining optimiert fUSuper\Fsed

o’

W ualis A Wo endet klassisches Miwo beginnt modernes
. ortwolken und Textvisualisierung

FoundatiorModel-Training?

5. Deep Learning (eingeschrankt)

Orange ist nicht primar fur Deep Learning ausgelegt, aber:

e Es gibt Add-ons wie "Orange3-TensorFlow" und "Orange3-Deep Learning", die Schnittstellen zu

neuronalen Netzen und TensorFlow ermoglichen.

e Fur einfache neuronale Netze gibt es Widgets, aber komplexe Deep-Learning-Modelle sind eher in

spezialisierten Tools wie PyTorch oder Keras besser aufgehoben.

6. Zeitreihenanalyse (eingeschrankt)

e Glattungsverfahren, Trendanalysen, Vorhersagemodelle.

7. Feature Engineering & Auswahl

e Automatische Auswahl relevanter Merkmale

Version 35/2025 e Transformation von Daten (z. B. Standardisierung, Normalisierung)

u eintache Zeitreihenanalysen und Vorhersagen durchfihren.
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Klassifikation (Zuweisung zu Kategorien)

Entscheidungsbiaume
.Baumartige Struktur”, die Entscheidungen nach einfachen Regeln trifft.

Beispiel: ,Wenn Tier vier Beine hat > Hund, sonst > Vogel”.

k-Nearest Neighbors (k-NN)
Vergleicht unbekannte Daten mit den nachstgelegenen bekannten Beispielen (Nachbarn)
und entscheidet danach.

Beispiel: ,,Du bist ahnlich zu diesen 3 Personen, alle mégen Pizza > du magst auch Pizza.”

Support Vector Machines (SVM)
Findet eine optimale Trennung zwischen Kategorien durch klare Grenzlinien.

Beispiel: ,,Zeichne eine Linie zwischen roten und blauen Punkten, um sie perfekt zu trennen.”

Naive Bayes
Klassifiziert anhand von Wahrscheinlichkeiten, unter der Annahme, dass Merkmale
unabhangig voneinander sind.

Beispiel: , Es regnet oft im Herbst. Heute ist Herbst - es regnet vermutlich.”

Logistische Regression

Berechnet Wahrscheinlichkeiten, ob ein Datensatz zu einer Kategorie gehort. Gut fur binare

(Ja/Nein-)Fragen.

Beispiel: ,,Wie wahrscheinlich ist es, dass ein Kredit zurlickgezahlt wird?”

Random Forest

Kombination vieler Entscheidungsbdaume zu einer gemeinsamen Entscheidung. Dies erhdht

die Genauigkeit.
Beispiel: ,,Frage 100 Menschen nach ihrer Meinung und wéhle die Antwort, die am haufigsten

genannt wird.”

SUPERVISEI
LEARNING
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Regression (Vorhersage von numerischen Werten)

« Lineare Regression
Findet eine gerade Linie, die numerische Daten moglichst gut beschreibt, um Vorhersagen

zu treffen.

Beispiel: , Je dlter ein Auto, desto niedriger der Verkaufspreis.” S U P E RVI S E [-

LEARNING

-’ \/
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¢ k-Means
e Teilt Daten automatisch in eine vorher festgelegte Anzahl (,k") von Gruppen.

« Beispiel:
~Sortiere 100 Schuler automatisch in 3 Lerngruppen, sodass Schuler innerhalb jeder Gruppe

ahnlich lernen.”
e Hierarchisches Clustering

« Bildet eine hierarchische Struktur (,Baum”) aus Gruppen, indem ahnliche Daten Schritt

fur Schritt zusammengefuhrt werden.

e Beispiel:
,Sortiere Tiere nach Ahnlichkeit: Zuerst Hunde mit Wélfen, dann Hunde/W3lfe mit Fiichsen,

usw.”
« DBSCAN

e Erkennt Gruppen von Datenpunkten auf Basis der Dichte: enge Punkte werden gruppiert,

Punkte weit weg gelten als Rauschen.
+ Beispiel:

.Finde automatisch Orte in der Stadt mit vielen Restaurants, abgelegene Restaurants gelten als

Ausnahmen.”

UNSUPERVIS]
LEARNING
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4’ Assoziationsregeln

Aufdecken von Zusammenhangen in Daten

Findet typische Muster und Zusammenhange (,Wenn X, dann oft auch Y") in grof3en
Datensatzen.
Beispiel:

~Wer Windeln kauft, kauft oft auch Babynahrung.”

@ Hauptkomponentenanalyse (PCA)

Reduzierung der Dimensionalitat

Reduziert komplexe Datensatze auf wenige aussagekraftige Merkmale
(,Hauptkomponenten”), ohne zu viele Informationen zu verlieren.
Beispiel:

100 Fragen in einer Umfrage auf 3 wesentliche Themenbereiche zusammenfassen.”

UNSUPERVIS]
LEARNING
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DATEN LADEN, TRANSFORMIEREN, VISUALIS|
MODELLE VERWENDEN, AUSWERTEN

A Widgesind in Kategorien geteilt

A Data
A Moglich sind DefaulDatenséatze im TABormat, grof3e Datasets, eigene Dat
In CSV oder Excelformat usw.
A Transform
A Daten werden vor dem&insatz angepasst, verandert, gruppiert,

umstrukturiert
A Visualize
ADaten werden ent weder r o h. olcEcHs n

Ausgabeformaten wiBcatterPlott Boxplot,TreeViewer,ViolinPlot,
Distribution etc. angezeigt
A Model
A Speziell vorab trainiertes Model wird verwendet zur Auswertung der Date
A Evaluate =
A Metriken zur Anzeige, wie gut dasMadell die Testdaten verarbeitet hat
A Unsupervised \-/
A keine Kategorie oder Klasse vorab, mittels Clustering werden Daten grug
A SonstigeliberAddonse r we i t eTbar._ { (Bibimfrmrf@@afs Aen)ad vy



A EIGENE DATENANALYSE

~ A BEISUPERVISEBARNING DARAUF ACHTEN, WAS IST I
KATEGORI EMTARGEISS BV OQOR&AHA NDE N

AWELCHE DATEN GELTEREARURES BM

A WELCHE DATEN SIND WEDER FEATURE NOCH KATE

A/ARIABLES ) )

( META-DATEN WIE VORNAME)

VORABHINWEISE

4

A WIDGEKONNEN WIEDERHOLT VERWENDET WERDEN
(DATA TABLECATTEHR.OT ETC.)

A VERBINDUNGERWISCHENVIDGESSIND WICHTIG UND
KONNEN VERANDERT WERDEN

Edit Links

Selected Data H Data
Data D |Z Features

Data Table

Select Columns

W

Tnfo

178 instances (no missing data)
13 features

Target with 3 values

No meta attributes.

Variables
Show variable labels (if present)

Visualize numeric values
Color by instance classes

Selection

Select full rows

© o N O o bW N2

==
= o
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Wine

v | Title Size Instances Variables Target Tags
© Wine 10.7 KB 178 14 C categorical chemistry
O Climate of European cities 4.4 KB 4 16 E none geography
O  Food Nutrition Information 6.5KB 61 25 categorical biology
O  German BC2: German Breast Cancer Study Group 2 29.6 KB 686 10 E none survival analysis, censoring
BBC3 2.6 MB 1407 3 [@ categorical text, classification, news
Breast Cancer and Docetaxel Treatment 1.8 MB 24 9486 [@ categorical biology
Smoking effect on B lymphocytes 1.8 MB 79 3001 [@ categorical genomics
Chronic Lymphocytic Leukemia Peripheral Blood B... 5.3 MB 52 16468 categorical gene expression, medicine
HDI 45.2 KB 188 54 E none economy, geo
ParlaMint 1.7 MB 1000 18 [@ categorical text, classification, time, politics
SentiNews 5.0 MB 2000 8 [@ categorical text, sentiment
TKI resistance 1.2 MB 280 468 [@ categorical spectral
Abalone 187.5 KB 4177 9 [ numeric biology
Adult Census Income 5.3 MB 48842 15 [@ categorical economy, fairness
Advertising 15.5 KB 200 4 [0 numeric economy
Ames lowa Housing 831.2KB 2930 81 [ numeric economy
Roman Amphorae 23.7 KB 164 16 [@ categorical archaeology, image analytics
Attrition - Predict 838 bytes 3 19 @ none economy, synthetic, education
Attrition - Train 182.2 KB 1470 19 categorical economy, synthetic
Auto MPG 17.4 KB 398 9 [ numeric
Bank Marketing 466.1 KB 4119 21 [@ categorical economy
Banking Crises 31.3 KB 21 73 none time, economy
Gravel vs Mountain Bike Rides: Data from Strava 13.4 KB 98 6 categorical sport
Gravel vs Mountain Bike Rides: Distance and Time 10.6 KB 98 3 [@ categorical sport
Body Fat Prediction 64.8 KB 252 16 [0 numeric health
Bone Healing 11.6 KB 37 9 categorical image analytics, biology
METABRIC: Molecular Taxonomy of Breast Cancer... 136.3 MB 1904 24403 E none gene expression, survival analysis, censoring
Breast Cancer Wisconsin 34.9KB 683 10 categorical biology
Features (13)
ilter
0 Alcohol
[ Malic Acid
O Ash
9 Alcalinity of ash
[ Magnesium
[ Total phenols
M Flavanoids
Nonflavanoid phenols
Proanthocyanins
[ cColor intensity
0 Hue
[ 0D280/0D315 of diluted wines
[ Proline
Alcohol Malic Acid Ash Alcalinity of ash Magne|
14.23 171 2.43 15.6
13.20 178 214 11.2
13.16 2.36 2.67 18.6
14.37 1.95 2.50 16.8 |:>
13.24 2.59 2.87 21.0
14.20 176 2.45 15.2
14.39 1.87 2.45 14.6
14.06 2.15 2.61 17.6 S
14.83 1.64 217 14.0 Wine
13.86 1.35 2.27 16.0 N Metas
14.10 216 2.30 18.0
—

V. \ >



— BEGRIFFLICHKEITEN —

A KAIEGOR | E OD ER KLASS'E I.u Uberwachtes Lernen mit Klassifikation I

Vorhersage von Kategorien (diskrete Werte)

\-/A VO R ODER O H N E MO DELLBILDLQIRI N + Einsatz: Wenn das Ziel ist, eine Eingabe einem vordefinierten Label/Klasse zuzuordnen.
EXPLO RATIV ODER B ESCH R EIB EN D) e Typische Algorithmen: Entscheidungsbaume, k-NN, Support Vector Machines (SVM), Naive
Bayes, Logistische Regression, Random Forest
KATEGORIEN o
(B ESCH R EI BEN DE EINTEl LU N G) s Ist eine E-Mail Spam oder Nicht-Spam?

A NACH DER MODELLB'LDUNENN DAS » Welche Pflanzenart ist das (Iris-Setosa, Iris-Versicolor, Iris-Virginica)?
MODELL VORHERSAGEN MACHT):
KLASSEN
(VORHERSAGE, KLASSIFIKATION)

« Erkennt ein Modell eine Kreditwiirdigkeit (Ja/Nein)?

@  Ergebnis: Eine Kategorie (z. B. ,Hund" oder ,Katze")

L Uberwachtes Lernen mit Regression I

Vorhersage von Zahlenwerten (kontinuierliche Werte)
« Einsatz: Wenn das Ziel ist, einen numerischen Wert vorherzusagen.

e Typische Algorithmen: Lineare Regression, Polynomial Regression, Random Forest

Regression, Neuronale Netze (fir Regression)
+ Beispiel:
e Wie hoch wird die Temperatur morgen sein?
s Wie viel kostet ein Haus mit 120 m??

« Wie viele Besucher wird eine Webseite ndchsten Monat haben?

@" Ergebnis: Ein Zahlenwert (z. B. ,23,5 °C" oder ,Hauspreis: 300.000 €)
+

— \
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WICHTIGE LERNHILFEN

A GESAMTE DOKUMENTATION ALLER BEFEHLE UNTER
(17.03.2025)

A YOUTUBEERMPLAYLIST UNTER

A
(AUF DEUTSCH)
A
A OFFENTLICHE DATENSATZE IN WEB-UNTER (17.032025)

e u
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https://www.youtube.com/watch?v=HNOiE8pD6gs&list=PLcM0zYLgyeq3gwdiKWgTd1MNMDBOMaOIK
https://www.youtube.com/watch?v=HNOiE8pD6gs&list=PLcM0zYLgyeq3gwdiKWgTd1MNMDBOMaOIK
https://www.youtube.com/watch?v=HNOiE8pD6gs&list=PLcM0zYLgyeq3gwdiKWgTd1MNMDBOMaOIK
https://www.youtube.com/watch?v=T9poZTLFyt4&t=3595s
https://www.youtube.com/watch?v=T9poZTLFyt4&t=3595s
https://archive.ics.uci.edu/datasets/
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AMOGLICH WARE AUCH EIGENES FILE ODER |

PER URL

UBUNG1

4

[
=" Source

OFie:  datasetsfiristab

URL:

File Type

Automatically detect type

Info

4 features (no missing values)

0 meta attributes

Classical dataset with 150 instances of Trs Seto:
f 150 instances

Classification; categorical class with 3 values (no missing values)

Columns (Double click to edit)
Name Type

1 sepallength [ numeric
2 sepalwidth [ numeric
3 petallength [ numeric

4 petalwidth () numeric

Role

feature
feature
feature

feature

5 {iis [8 categorical target

Values

Iris-setosa, Iris-versicolor, Irs-virginica

G oXe=

A File widget. Double
click to open it and
select the dataset file.

D Data

A Data Table widget.
Double click the icon
to see the data in a
spreadsheet.

b |
@ / th'ﬂget.

The output of the
Data Table to send
out any data (rows)

that are selected to

This output is not used, hence

Version 35/2025

File Data Table CSV File Im dashed line. You can add
another Data Table by clicking
The utputof he Tho input o ho
File widget. Data Table widget. Data Table to the input of new
Data Table (1) and check if the
selected data from Data Table is
The communication inqeed sent to the downstream_
channel. It passes the widget. This demo works best if
dataset from the File both widgets are open, that is,
widget to the Data their windows displayed.
Table.
Info iris sepal length sepal width petal length petal width
150 instances (no missing data) 1 lris-setosa 5.1 3.5 1.4 0.2
#a‘:‘;a;t“ﬁfh 3 values 2 Iris-setosa 4.9 3.0 1.4 0.2
No meta attributes. 3 lIris-setosa 4.7 3.2 1.3 0.2
4 Iris-setosa 4.6 31 1.5 0.2
jerianles 5 Iris-setosa 5.0 3.6 1.4 0.2
Show variable labels (if present) 6 Iris-setosa 5.4 3.9 17 0.4
U e T 7 lris-setosa 4.6 3.4 1.4 0.3
Colonbylinstance lasses 8 Iris-setosa 5.0 3.4 1.5 0.2
e 9 Iris-setosa 4.4 2.9 1.4 0.2
Sl fulll o 10 Iris-setosa 4.9 3.1 1.5 0.1
11 lIris-setosa 5.4 37 1.5 0.2
12 lIris-setosa 4.8 3.4 1.6 0.2 /
13 lIris-setosa 4.8 3.0 1.4 041
14 lIris-setosa 4.3 3.0 11 041
15 Iris-setosa 5.8 4.0 1.2 0.2
16  Iris-setosa 5.7 4.4 1.5 0.4
17 Iris-setosa 5.4 3.9 1.3 0.4

% >
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SWAHL DATIRIS

UBUNG2

A IM SCATTERLOTWERDEN ZUERST ALLE DATEN

“ANGEZEIGT UND DANN EINIGE MARKIERT
A DATA TABLE ZEIGT NUR SELEKTION

AACHTUNG AUF VERBI NDUNG MI T
DATAO

aSEL

S/

File

This File widget is set to
read the Iris dataset.
Double click on the icon
to change the input data
file and observe how this
workflow works for some
other datasets such as
housing or auto-mpg.

Data

Double click on the
Scatter Plot icon to
visualize the data. Then
select the data subset by
selecting the points from
the scatter plot.

Data Table widget shows
the data subset selected
in the Scatter Plot.

4

Data Table

Selected Data »
o® Data

Scatter Plot

Try to connect some other widget to the output of the
Scatter Plot. Say, a Box Plot widget (toolbox, Visualize
pane). Box Plot will display distributions of the data
subset selected in the Scatter Plot.

z 9 P~
@ Data Table
Axes Info iris Group sepal length sepal width
s 00 sepal length - i lZf;r;stLe:zges (no missing data) 1 Iris-setosa G1 5.4 3.9
: 2 Iris-setosa G1 5.4 37
Target with 3 values -
Axis y: [ sepal width I 4.0 1 meta attribute 3 Iris-setosa G1 5.8 4.0
4 Iris-setosa G1 5.4 3.9
Find Informative Projections Variables 5 [ifetectosa G1 5.7 3.8
Show variable labels (if present) 6 Iris-setosa G1 5.1 3.8
Attributes | Visualize numeric values 7 |lIris-setosa G1 5.1 3.7
35 - . . :
Color: iris v ” ® & Eloiinrnceciosess 8 |Iris-setosa | G1 5.2 4.1
o . A g i - Selaction 9 lIris-setosa G1 5.5 4.2
ape:  (Same shape) v = e pe @j Select fill ows 10 [Iris-setosa | G1 51 3.8
Size: (Same size) v & 3.0 I S 1 :12 :rfs-se:osa g:‘l 55; 23
DD i ris-setosa ; ;
Label: (No labels) v @ @
Label only selection and subset 3 ;,_" _A? >
Version 35/2025 et
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AHL DATIRIS

AU

A IMSCATTERLOTWERDEN OBEN ALLE DATEN ANGEZEIGT,

UBUNG3

£

WOBEI ABER DER MARKIERTE TEIL BESONDERS ANGEZEIGT W D

AACHTUNG AUF

A GSELELCTHATA-> DATASUBSET NUR M¥ GL I CH,

VERBINDUNG ALLE DATEN ANZEIGT

werden kann.

Das liegt daran, dass Data Subset bedeutet:

=< Markiere die Auswahl im Kontext des gesamten Datensatzes.

Version 35/2025

Data

(2) Open the Scatter Plot
to observe the selected
subset from Data Table.

& %0
Q‘be ....
N
~ O’b\’b
V E RSEILERTED NATADATAT . aHI E| . . = il
N B
WIRD EIN TEILDATENSATZ ALS NEUER DATENSATZ ANGEZEIGT 4 5
&
\&
i i)
wn
o
o
% Double click on this channel
/ Data Table g8 to check that data from Data
Wenn du die Selected Data = Data Subset-Verbindung verwendest, dann muss immer der gesamte o & -ga?b Isbmdteed fedas a
Iy ala subset.
Datensatz geladen sein, damit der Teil (Subset) als markierter Teil innerhalb des Ganzen angezeigt :’,
(1) Open the Data Table e®s
and select a data o%"°
instance or a subset of
instances (use shift key).
Scatter Plot (1) \
X
[ J [ ] Scatter Plot
AXis x: LJ sepal length ~ - e
Axis y: [ sepal width v I i AXxis x: sepal length 8 ~ 4.0
Find Informative Projections a0k Axis y: [ sepal width I
Color: iris ~ = Attributes >°
35F
Shape: (Same shape) ~ - o Color: iris [~ ] -
k= 5
Size: (Same size) ~ = Shape: (Same shape) [~ ] =
g 8 3.0t s
Label: (No labels) ~ @ 3.0k ) Size: (Same size) (] a
Label only selection and subset : Label: (No labels) [+
Symbol size: : Label only selection and subset 05
ity: 25F .
Opacity: o Symbol size:
Jittering: o O Iris-setosa i
ZoomiSalact —
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AHL DATIRIS

A CLASSIFICATIOREEST EIN MODEL, DASS DIE WERTIGKEIT DER

MERKMALE ERMITTELT

UBUNG4

A CLASSIFICATIOREKFIEWER ZEIGT RANKING AN
A BOXPLOTEEIGT DIE DATEN DER MERKMALE

Il Blaue Box:
« Die Box zeigt den Bereich zwischen dem 1. Quartil (Q1) und dem 3. Quartil (Q3) -> das nennt man
auch Interquartilsabstand (IQR).
* Q1=25 % der Werte sind kleiner als dieser Wert.
* Q3 =75 % der Werte sind kleiner als dieser Wert. l.d Die Box umfasst die mittleren 50 % der
Daten.
Gelber Strich:

‘ Der Median (Zentralwert) - die Halfte der Werte liegt darunter, die andere dariiber.

\ Box Plot

S/

Load data on Iris
("iris.tab") from preloaded
documentation datasets.

r'd

Diinne Linien (Antennen), die die Daten auBerhalb der Box zeigen:

Vi

+ Sie enden meist am kleinsten und groBten Wert innerhalb der ,normalen” Spannweite.

 Alles auBerhalb dieser Whiskers konnte als AusreiBer betrachtet werden.

node in the tree.

This workflow works best if you have Tree
Viewer, Scatter Plot and Box Plot all open
at the same time.

0.244 - Mittelwert der Petal Width fiir die Setosa-Bliiten.

Iris-s&tosa: 0.244 + 0.11

0.11 - Standardabweichung - sagt, wie stark die Werte um den Mittelwert schwanken.

0.2 0.3 0.4

petal width

Any change in

selection of the tree
node changes the

rendering in the

scatter plot.
) \
i o
File )
[}
A o®
it z R S
Q Q%
[=%3 > §
< Ko
§ b Scatter Plot
Classification Tree ’?\% W 6‘%
C‘(b
o)
5 9
o+
Classification Tree é é
/ Viewer
Double-click on this
widget and select any Box Plo

The data selected in
the tree viewer

t

propagates to all the
downstream widgets

in the workflow.

A

Classification Tree Viewer

Tree

9 nodes, 5 leaves

Display petal length o
Width <19 >1.9
] 2 N
petal width (
Depth:  Unlimited a
<17
Edge width: ~ Relative to parent -
Target class:  None <ag9 s49
Show details in non-leaves - petal width O
<15 >1.E
Iris-virginica O Iris-versicolc
100%, 3/3 66.7%, 2/3
way \ ’




" UBUNG 5 TREBERUNDLAGEN

A SCATTERPLOT DIREKT AUS DATEN IST EINE ERSTE VORABANALYSE, KEINE ~
MBDELBILDUNG Erste visuelle

A DIE FARBLICHE AUSRICHTUNG IST IMMER ABGESTIMMT AUF 2 FE, .,:: Analyse mit

Scatterplot (kein

- Modell)
A SCATTERPLOT KANN NUR 2 EIGENSCHAFTEN DARSTELLEN

Scatter Plot h—
A REGRESSIONSLINIEN ZEIGEN DEN ZUSAMMENHANG DER BEIDEN 2
KATEGORIEN

A SCHWARZE LINIE: GESAMTZUSAMMENHANG (ACHTUNG: IMMER NUR F

)- .
File 7%

- Datensatz IRIS m

® ® Scatter Plot
Oa’e

Axes: e e e ey e

Axis x: 09 sepal width 8 - | Select Columns i_%—i

Axis y: [ petal length ([~ T | | 1 BB - / .,

i i i ‘ { o4 Tree s,
°M L Auswahlen von ’ 5

Attributes [ (BEF=C | Features (Number, Modellbildu

Color: iris (] } [ e | / Kategorie oder Meta, ng bzw. iﬁ
Sl (Same shape) ) ‘ - Zo%® Meta ist kein giiltige Einstellung

1 5 = o Eigenschaft der

o + 5

Size: (Same size) (] ! } Parameter Tree Viewer
Label: (No labels) (-]

Label only selection and subset .. { . .
) - Losung durch die
Symbol size: g A PNPY Modellbildung
Opacity: S % “Tan P
Jittering: i3 L + }
Jitter numeric values & & t . - . . . L
®® » r (Korrelationskoeffizient) liegt immer zwischen -1 und +1.

Show color regions |

Show legend 3 |

Show gridlines [ |

Show all data on mouse hover | Wert Bedeutung

Show regression line 1

Treat variables as independent o . .
Show confidence ellipse | '\\0 +1 Perfekte pOSItlve lineare BQZ|ehung

i I 2
R 0 Kein linearer Zusammenhang

) Iris-setosa
Zoom/Select

: : i FiRdhat & B a -1 Perfekte negative lineare Beziehung e /
N O ol 1 [ - iris-virginica / \




UBﬁNG 60 MODELLE FISRIPERVISEBARNING

—

A IRISDATEN GEHEN DIREKT IN LERNMODELLE UND

EI NE

~—

BRGNP INREKT 1 N .
AOTEST AND SCOREO® WERTET ~ i
LERNMODELLE UND ARBEITET BIDIREKTIONA - AR
A DIESE LERNMODELLE FUNKTIONIEREN NUR F i
S U P E RV I S E BA R N I N G dﬁ:lt(l: in “Test and Score* " T::.:::S;Zr:re" erhalt direkt die Rohdaten und die
A CONFUSIONIATRIZEIGT TABELLENARTIGE DIE el
RICHTIGEN UND FALSCHEN ZUORDNUNGEN A A
L:::: SSSSSSS ” Show: = Number of instances )
s:;vdeom Iris-se tosa Iris-versico lor Iris-vir ginica b3 /
L a e
Probabilit J \./ /
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J

Kirzel

AUC

CA

F1

Prec

Recall

McCC

Voller Name

Area Under Curve

Classification

Accuracy

F1-Score

Precision (Prazision)

Recall (Trefferquote)

Matthews
Correlation

Coefficient

Bedeutung [ Erklarung

FlachenmaR unter der ROC-Kurve. Ein MaB dafiir, wie gut ein Modell
verschiedene Klassen unterscheiden kann. Werte nahe 1 bedeuten exzellente

Klassifikation, 0,5 ware zufalliges Raten.

Genauigkeit: Anteil der korrekt klassifizierten Datensatze (richtige Vorhersagen /

alle Vorhersagen). Werte nahe 1 bedeuten sehr hohe Genauigkeit.

Harmonsicher Mittelwert aus Precision und Recall. Der F1-Score ist besonders
aussagekraftig bei unausgeglichenen Daten (z.B. wenige Treffer bei vielen
Nicht-Treffern).

Anteil der tatsachlich positiven Ergebnisse unter allen als positiv vorhergesagten

Ergebnissen. (Richtig Positive [ Alle als Positiv vorhergesagten).

Anteil der tatsachlich positiven Ergebnisse, die korrekt identifiziert wurden.

(Richtig Positive [ Alle tatsachlich Positiven).

Eine ausgewogene Metrik, berlicksichtigt richtig/falsch positive und negativ
Vorhersagen. Liegt zwischen -1 und +1; wobei +1 perfekt, 0 zufallig und -1

komplett falsch bedeutet.

METRIKEN VONES ANDSCROE

Version 35/2025

Praktische Empfehlung:

Accuracy (CA) ist meist die erste Wahl, wenn deine Klassen ausgewogen verteilt sind.
Der F1-Score eignet sich hervorragend, wenn Klassen unausgewogen sind.
AUC bietet eine stabile Gesamtbewertung der Modellqualitat (insbesondere fiir Klassifikatoren).

MCC ist wertvoll, wenn du einen besonders ausgewogenen und verlasslichen Uberblick brauchst,

insbesondere bei komplexen Daten.

A o )




) UBUNG 7 SUPERVISEBARNIN®IITPREDICTION

A IRISDATENSATZ WIRD ZUERSTREEIODELL TRAINIERT
UND MITCONFUSIOMATRIX EVALUIERT

A EINE EIGENE AUFSTELLUNG MIT BLUMENMAREN WIRL
ERSTELLT UND DAS MODELL BERECHNET DIE VORHEI

Iris Dataset

[

File

[

Select Columns 2

S

Alle Datensatze
werden trainiert

m
<

A
«
2 Test and Score

N

=
2
=l
E:)
@
v X
S
=
w

= Model - Ti
A ACHTUNG AUF REALISTISCHE WERTE UND IN EXCEL E derSpaten & AR oo
ALS KOMMA VERWENDEN e % Tree Viewer
V
A KORRIGIERTE EXQALE| MIT (IMMER) NEU ERSTELLTEM FI 3
LADEN! 3
Data
Import eigener D - Vorhersage des
Daten Modells
EigeneMaBe Predictions
Automatisches Speichern (D () 2] (@S B= irisOWN.xIsx ~
Start  Einfligen Zeichnen Seitenlayout Formeln Daten Uberpriifen Ansicht A
E o B e - Predictions
— Bedingte Formatierung v g )
m A : = %) ¥ [i7 Als Tabelle formatieren v @ ) v Show probabilities for  (None) <

Zwischenablage Schriftart Ausrichtung Zahlen Zellen Bearbeiten P

ﬁ Zellenformatvorlagen v
112 . f Tree Erwartung sepal length sepal width petal length petal width

X .
M :> 1 lris-setosa Iris-Setosa k... 5.0 35 1.4 0.2
A B G D £ F G L —
1 |sepallength sepal width petal length petal width Erwartung 2 |I’IS—VII’gInIC& |rIS-VIrgInIC8 .. 6.5 3.0 5.5 2.0
2 5,00 3,50 1,40 0,20|lIris-Setosa korrekt 3 |riS-VerS|‘CO|0r |riS-VeI’iCO|OI’... 5.5 2.5 4.0 1.5
3 6,50 3,00 5,50 2,00|Iris-Virginica korrekt
4 5,50 2,50 4,00 1,50]Iris-Vericolor korrekt
5 T— S /
e )\




UBUNG 7ASUPERVISEDT KLASSIFIKATION

A SUPERVISEBARNING MKLASSIFICATION
ES WIRD EINE KATEGORIE ERWARTET

A SUPERVISEBARNING MIT REGRESSION: ES
WIRD EIN NUMERISCHER WERT ERWARTET

A PREDICTION

A PREDICTION.S KLASSIFIKATISN
KATEGORI E WI RD ERMI TTELT (aTEXTOo)

A PREDICTIOALS REGRESSIONEIN
NUMERISCHER ZIELWERT WIRD ERWARTET
(O0ZAHLDO)

A REGRESSION (ZAHL) HAT KEDNEUSION
MATRIX, DA ZAHLEN NICHT EINDEUTIG

e u
Version 35/2025 4 bt




